Qu’est-ce que le clustering ?

analyse de clustering
. regroupement des objets en clusters

un cluster : une collection d’objets
. Similaires au sein d'un méme cluster
. dissimilaires aux objets appartenant a d’autres clusters

classification non supervisée : pas de classes
prédéfinies

Applications typiques
. afin de mieux comprendre les données
. comme prétraitement avant d’autres analyses



Qu’est-ce qu’'un bon clustering ?

« Une bonne méthode va produire des clusters dont les
éléments ont

. une forte similarité au sein d'un méme cluster
. une faible similarité entre les clusters

« La qualité d’un clustering dépend de la mesure de
similarité (ou dissemblance ou distance)

« La qualité d’'une méthode peut aussi étre mesurée par
sa capacité a identifier certains groupes ou bien tous
les groupes intéressants



Caractéristiques des méthodes de clustering

« Mise a |I'échelle
« Capacité a gérer différents types d’attributs
« Découverte de clusters avec des formes arbitraires

« Besoin minimum de connaissances du domaine pour
déterminer les parametres ﬂ

- Capacité a gérer le bruit et les exceptions % j U‘
»
*

. .03s

« Indifférent a I'ordre des données en entrée :

« Nombre de dimensions . =

source : scikit-learn.org

.06s
.05

« |Incorporation de contraintes par |'utilisateur
 Interprétabilité et utilisabilité



Structure de données

Matrice de données

Matrice de distance
(ou dissimilarité)
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Similarité et dissimilarité

Métrique de similarité/dissimilarité : exprimée en
termes d’une fonction de distance, typiqguement
d(i,j)

Fonction de distance dépend du type des données

Pondération des dimensions selon |I'application et
la sémantique des données

Difficulté de définir « suffisamment similaires »

. la réponse est tres subjective



Types de données

« nominales :
. qualitatives
. binaires, logiques
. énumérations, facteurs
* numMériques :
. Qquantitatives
. discretes : entiers
. continues
. continues sur un intervalle
. échelle linéaire, logarithmique, exponentielle
. hombres complexes
. ordinales, temporelles
. géomeétriques, spatiales
. textuelles, sémantiques, ontologies
. Mmixtes



Valeurs binaires

« table de contingence

Objet j
1 0
1 a b
Objet
0 C d

« coefficient simple d’appariement (invariant, si la
variable est symétrique) b+ ¢

g —
(4, 7) a+b+c+d

« coefficient de Jaccard (non invariant, si la variable est

asymétrique) b

a+b+c

d(?’aj) -



Dissimilarité de valeurs binaires

I +1+2

Exemple
Nom Sexe |Fievre |Tousse |Test-1 |Test-2 |Test-3 |Test-4
Jacques | M O N P N N N
Marie |F 0 N P N P N
Jean M O P N N N N
sexe est symétrique
les autres sont asymétriques
soitOetP=1,etN=0
. . 041
d(jacques, marie) = = 0.33
2+041
1+1
d(jacques, jean) = = (.66
(Jacques, jean) = ===
. . 1 +2
d(jean, marie) = = 0.75




Variables nominales

« généralisation des valeurs binaires : plus de 2 états

« méthode 1 : appariement simple

. M : nombre d'appariements, p : nombre total de
variables
. p—m
d(i,]) = ——
(¢,7) p
« méthode 2 : utiliser un grand nombre de variables
binaires

. création d’une variable binaire pour chacun des
états d’une variable nominale

 |Information mutuelle

TTlog o

yeY zeX px)p (y)




Information mutuelle

p(z,y)
I(X,Y) yz;gz;(logp(x (0] m

observations

low high low l

low high high low

| Pbrfow[B=-hon] o
o - R
I Eeoaoss

10

ab ab a b aB aB a B Ab AB AB A B
> 4*log( .4/ (.6%.4)) + .2*log( .2/ (.6*.6) ) + O + .4*log( .4/ (.4*.6) )
[1]1 0.2911032



Applications valeurs binaires et/ou nominales H

« Profils phylogénétiques
Strain EcolA: Escherichia coli K-12 | ~

Gene(s) DNAKDNAJ RNE MALK MALE MALF RBSA RESB Show

génes

génomes

« Annotations, ex: Gene Ontology

a DNA metabolism

iAoty l\- DNA recrmbination gene x term matrix
DNA packaglag+"" 1y s ol N &

mitochondsial ;‘"’ k& <&
genome maintenance Rasit \,Q/

A\
\'QJ
S \ Sy, e et FFIOW
DNA B Lig
P i st i iy
A2 dot T T AR s
mﬁﬁmmﬂm A e
O CDCMMOM Priming hﬁlggﬂ DPEH
cocaie o o0
== o R gene vl
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Variable ordinale

* |'ordre est important : rang

« peut étre traitée comme une variable continue sur un
intervalle

. remplace x; par son rang

. transforme chaque variable sur [0,1] en
remplacant le i-ieme objet de la f-ieme variable

’)"?:f:{l,...,Mf}

. calcule la dissimilarité en utilisant les methodes de
valeurs continues sur un intervalle
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Valeurs continues sur un intervalle, Fonction de distance
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Distance de Minkowski :

d(i,7) = \G/|$i1 — 1|94 |Tio — TjolT 4+ - -+ |Tip — x|

avec i = (X, Xiz, .- Xjp) €t j = (X;3, X2, ..., Xjp) deux objets a p
dimensions, et g un entier positif
sig = 1 : distance de Manhattan (ou city block distance)

d(i,J) = |vin—xj1|+|Ti2—Tj0|+ - +|Tip—2))|

si g = 2 :distance euclidienne

d(i:j) - \/(%:1 - @?1 T (%‘2 - Ijz)z Tt (:Eip - %‘p)z , =
Propriétés souroe s wikpsdia

d(i,i) =0

d(i,j) > 0 (positive)

d(i,j) = d(j,i) (symétrique)

d(i,j) < d(i,k) + d(k,j) (inégalité triangulaire)

Dissimilarité basée sur un coefficient de corrélation
. Pearson, Spearman (rangs)
. d(x,y) =1-corr(x,y)



Espaces vectoriels

« Distance de Canberra (~ Manhattan pondérée)

p q Z|‘pz

pz| + |Q’z,|

« Similarité = cosinus de I'angle formé par les 2
vecteurs

 Distance de Mahalanobis
. distance d'un point a un ensemble
. X :vecteur/point
. S : matrice de variance-covariance

d(x) = \/(33 — s~z — p)

14
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a échelle variable

« mesure positive sur une échelle non linéaire,
échelle exponentielle qui suit approximativement

AeBT ou Ae-BT

« Méthodes

les traiter comme des variables continues sur un
Intervalles : mauvais choix

appliguer une transformation logarithmique puis les
traiter comme des variables continues sur un intervalle

Yie= 109 X

les traiter comme des variables ordinales en traitant
leur rang
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Variables de type mixte

« Les objets peuvent étre décrits avec tous les types de
données

. binaire symétrique, binaire asymétrique, nominale,
ordinale, ...

« Utilisation d’une formule pondérée pour combiner
leurs effets

> widg(i, 7)

d(i,j) =
221 W




Normalisation des données

18

MIN-Max : transorfmation depuis l'intervalle [min, max] vers l'intervalle [a,b]

v — min
v = —(b—a)+a
max — min
Z-Score .
) U [
vV =
g

mise a I'échelle décimale

v
v = W avec n le plus petit entier tel que max(

v’])<1
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Variantes du z-score

« Normaliser les données : s’affranchir des unités de
mesures

« écart absolu a la moyenne

o lmi—pl g — pl 4 - e —
n

e Calculer la mesure normalisée (z-score)

T — i
S

2] —

« L’'utilisation de |I’écart absolu est plus robuste que
celle de I'écart type
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Principales approches

« partitionnement
. partitionne les objets et évalue les partitions
« hiérarchique
. décomposition hiérarchigue d’ensembles d’objets

« densité

. basée sur une fonction de densité ou de
connectivité

 grille

. basée sur une structure de granularité a plusieurs
niveaux




Partitionnement

« Construire une partition de la base de données D
contenant n objets en un ensemble de k clusters

« Etant donné k, trouver une partition en k clusters
qui optimisent le critere de partitionnement

. Optimum global : traiter toutes les partitions
exhaustivement

. Heuristique : k-means ou k-médoides

. k-means : chaque cluster est représenté par son
centre

. k-médoides ou PAM (partition around medoids) :
chaque cluster est représenté par un des objets du
Cluster



k-means

4 étapes

Initialisation

. Partitionne les objets en k ensembles non vides
. Soit en attribuant un cluster aléatoirement
. Soit en tirant au hasard des centroides

A chaque itération

. Calcule le centroide de chaque partition/cluster

. Assigne a chaque objet le cluster dont le centroide
est le plus proche

Répétition des itérations
. jusgu’a ce que les clusters soient stables
. OU au maximum un certain nombre de fois



k-means, exemple
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http://www.naftaliharris.com/blog/visualizing-k-means-clustering/
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k-means. Remarques

24

 Avantages

Relativement efficace : O(tkn),

avec n le nombre d’'objets,

t le nombre d’itérations et en général t et k << n
Termine souvent sur un optimum local.

Rtlmum global peut étre atteint en utilisant des
tec niques telles que les algorithmes génétiques

 Faiblesses

Utilisable seulement Iorsgue la moyenne est définie.
Que faire dans le cas de données nominales ?

Besoin de spécifier k a I'avance
Ne gere pas le bruit et les exceptions
Ne trouve que des clusters de forme convexe



k-médoides >

« Trouve des représentants, appelés médoides,
dans les clusters

- PAM

. médoide : I'objet d'un cluster pour lequel la distance

moyenne a tous les autres objets du cluster est
minimale I

. critered’erreur: F = Sj Sj d(p, m;)*
» Algorithme =1 pels

Sélectionner k objets arbitrairement

Assigner le reste des objets au médoide le plus proche

Sélectionner un objet non médoide et échanger si le
critere d’erreur peut étre réduit

Répéter 2 et 3 jusqu’a ne plus pouvoir réduire le critere
d’erreur



PAM. Exemple

E'-E<O

E'-E<O

E’-

E



Clustering hiérarchique

« Utilisation d’'une matrice de distance : ne nécessite
pas de spécifier le nombre de clusters

Step0 Stepl Step2 Step3 Step 4

| | | | | ?gglomerative

- (AGNES)

<
<«

| | | | | sepatative
Step4 Step3 Step2 Step1 Step 0 (DIANA)

27



AGNES (Agglomerative Nesting)

« Utilise une matrice de dissimilarité
« Fusionne les noceuds les moins dissimilaires

& ) ‘s

\ ¢ o

S I £ ¢ cea st B <2 e

%) o @) (o3) R7ER2Y
*e > e

000000000000000000000000000000000000
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Un dendrogramme illustre comment les clusters sont fusionnés 29
hiérarchiguement

« Décompose les données en plusieurs niveaux
imbriqués de partitionnement

« Un clustering est obtenu en coupant le dendogramme
au niveau choisi




Mesures de similarité entre 2 clusters

« complete linkage

. plus petite similarité/plus grande distance entre
toutes les paires d’éléments entre 2 clusters

@
« average linkage @ Dis (o'

. Similarité moyenne entre les paires de d’éléments

D g

v?,

° &%

« single linkage

. plus grande similarité/plus petite distance entre 2
éléments de 2 clusters -




Mesures de similarité entre 2 clusters

e« centroide
. distance entre les centroides des clusters

® D ®

v?,

| |a distance entre les centroides z la moyenne des
distances, ex:

y \ X 1 2 | 3 b = 2
d2,1) =10 | 1
4 3 2 | 1

|p-x - p'yl =1
Ud(x,y) =1.3

Ward
. distance =

. augmentation de la distance au carré au
centroide en fusionnant 2 clusters

. augmentation de la variance totale

31
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Formes des clusters

Average Linkage Complete Linkage Ward Linkage

Single Linkage

source : scikit-learn.org

.04s

.04s

.04s

.03s

.03s

.04s

.04s

.03s

.02s

.02s

.02s




Méthodes basées sur la densité

Principales caractéristiques

Cluster de forme arbitraire

Gestion du bruit

Besoin d’un parametre de densité comme critere d’arrét
e 2 parametres
Eps : rayon maximal de voisinage

MinPts : nombre minimal de points dans le voisinage défini ®
par Eps

*  Ngs(p) : { g €D | dist(p,q) = Eps}

* un point p est directement atteignable d’'un point g si
p appartient a Ngps(q)
INgps(Q)| = MinPts

* un point p est atteignable d'un point g si

il existe un chemin de points p;, ..., p, telle que p;=q et
p,=p et que les p;,; sont directement atteignables des p;

* un point p est connecté a un point g si

il existe un point o tel que p et g sont atteignables depuis o

33



Méthodes basées sur une grille

 Utilisation d’une grille a des résolutions multiples
comme structure de données

« L'espace est divisé en cellules rectangulaires

/ e
|
. l
| |
: :

{i-1 )-st layer

A7

% = %f ' ithlayer

L . e




Méthodes basées sur une grille

35

Chaque cellule de niveau i est divisée en un certain nombre
de cellules plus petites au niveau i+1

Informations statistigues calculées et stockées a chaque
niveau

Approche descendante

Suppression des cellules non pertinentes pour les itérations
suivantes

Répéter le processus jusqu’a atteindre le niveau le plus bas
Avantages

. parallélisable, mise a jour incrémentale

.  O(k), ou k est le nombre de cellules au plus bas niveau
Faiblesse

. les bords des clusters sont soit horizontaux soit
verticaux, pas de diagonale !
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Illustration

37

GaussianMixture

MiniBatchKMeansAffinityPropagation  MeanShift SpectralClustering

.09s

source : scikit-learn.org



Evaluation des résultats

e Existe-t-il une structure en clusters des données ?
e Quel est le nombre correct de clusters ?
« Mesure de qualité du partitionnement

« Comparaison du partitionnement a une classification
existante

« Comparaison de 2 partitionnements

38



Mesure de qualité

« Non supervisée
. A partir des données
. Cohésion
. Séparation
« Supervisée
. Par rapport a des classes connues
- Relative
. Comparaison des résultats obtenus
. Avec différentes méthodes
. Avec différents parametres

39



Mesure de qualité non supervisée

« Généralement de la forme :

k
overall validity = Zw,,;validity(ci)
1=1
« Cohésion
cohesion(Cy) = Y proximity(z, y)
Va,yel;

« Séparation

separation(C;, C) = Z proximity(x, y)
xEC%AyEC%

40



Mesure de qualité non supervisée

 Coefficient de silhouette
. Pour le i-eme objet

. a; = distance moyenne aux objets du cluster

. b;= min des distances moyennes de |'objet aux
objets d’un autre cluster

. S| = (b, - ai)/ maX(ai, b,)

. Pour un cluster : moyenne des coefficients des objets
du cluster

. Pour le partitionnement : moyenne des coefficients de
tous les objets

)

% : A e e (3 Ay

5 o, o °FF o =y se 'é.
Ll

g °

° . L .

2l | |
0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
Silhouette Coefficient

41



Nombre de clusters : coefficient de silhouette

Silhouette Coefficient

0.75

0.7

0.65

0.6

0.55

0.5

0.45

0.4

0.35

0.3

10 15 20
Number of Clusters

30



Nombre de clusters

Le pourcentage de variance expliquée en fonction du

nombre de clusters

43

limiter le nombre de clusters 100%

Si en ajouter n'apporte que 80% 1
peu d'information

supplémentaire

60%

40% -

20%

Percent of varian ce explained

0%

/i”_f”“

/

les premiers clusters 1
apporteront beaucoup

2 3 4 5 6 T 8 89

Number of clusters

d'information mais a partir d'un certain nombre, le

gain marginal va chuter

Le pourcentage de variance expliquée est le rapport
de la variance inter-clusters / variance totale




Existe-t-il une structure en clusters ?

« Statistique de Hopkins

Principe:

échantillon de p objets (p << n) : s

génération de p objets aléatoirement : r

44

d(r;, nn) = u; et d(s;, nn) = w; les distances au plus proche voisin nn

dans le jeu de données initial complet

H=0:u; << w,;: pas de structure

H~ 0.5:u;,~w;ouu; << w,: distribution réguliere des objets : pas

de clusters

H=1: u;>> w;: structure en clusters



Mesure de qualité supervisée : entropie

- Entropie : chaque cluster contient des objets de la
méme classe

. P; = my/m; : probabilité qu’un membre du cluster |
appartienne a la classe j, avec m;, la taille du
cluster i et mj le momhrn Alnhinte Aa ds clacos
dans le clusteri

Web Images Maps Shopping Mare = Search tools

. Entropie du clust ot

Graph for (-x)*log(x)

. Entropie totale : ’
clusters
k
m;
e=)
. 1 e 0.2 0.4 06 0e 1
1= ; ; ; . \




Mesure de qualité supervisée

46

Pureté : les clusters contiennent des objets d'une

seule classe koo
. 1
. T = E —D,
1=

Précision : fraction d’un cluster consistant a des objets
d’une classe spécifiée

Recall : propension d’un cluster a contenir tous les
objets d’'une classe spécifiée

Mesure F : combinaison des 2 précédentes =
propension d’un cluster a contenir a la fois tous les
objets d’une classe et seulement les objets de cette

classe 2 x precision(i, j) x recall(i, j)

Pl —
() precision(i, j) + recall(z, )



Comparaison des résultats

Point | p1 p2 p3 pd pd Point | p1 p2 p3 pd pd
wl | 1L 1 1 @& D pl | 1 1 0 0 0
g |1 4 1 @ D p2 |1 1 0 0 0
p2 | L 1 W 0 3 | B T W a1
pd |0 0 0 1 1 p4 |0 0 1 1 1
p5 o 0 0 1 1 p5 G # 31 © 3
. coefficient simple d'appariement
o b+ c
d(t, j) =
a+b+c+d
. Objet j
. coefficient de Jaccard
1 0
d(i. ) b+ c
t,]) = 1 b
J a+b-+c Objet i ?
0 C d




Algorithme génétique

. Individu (0011...100)= solution. Fonction endocage/décodage

. Sélection : score de fitness

. Reproduction. Ex : tirage aléatoire (avec remise) avec probabilité d’étre tirée qui dépend du score de fitness

. Opération de crossing over et de mutation

. Parametres :

. nombre d’invidus dans la population
. taux de mutation et de crossing over
. fonction d’évaluation

. nombre de générations

ou seuil sur le score de fitness

. Variantes :

. fonction de fitness qui évolue

. \Voir aussi

. programmation génétique

Population GA Operators
™ ™ ™
B ¢ Mutalion
. T
™ ™ "™ ™ Crossover
!
Reproduction
: A
Evaluation
Fitness value

Evolution Environment




